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Resumo
 O desenvolvimento da tecnologia e o crescimento acelerado no uso da Internet têmexposto uma quantidade crescente de informações pessoais na Web. Grande parte dessasinformações são geradas por usuários de smartphones que através de aplicações móveispublicam e acessam a informação em qualquer lugar e a qualquer hora. A exposição àtal quantidade de informação nem sempre atende às necessidades individuais e comoresultado, cria-se a necessidade de filtrar e discernir o que é relevante ou não. Neste con-texto, os Sistemas de Recomendação aparecem como solução que analisa informações deusuários e itens de informação (notícias, produtos de lojas e locais), a fim de recomendaros itens mais relevantes para o respectivo usuário de acordo com sua preferência. Emcentros comerciais, o cenário descrito acima é bastante visível. Em geral, são lugaresconfusos, com centenas de lojas e produtos, e fazem as pessoas desperdiçarem tempoao procurar algo. Dessa maneira, seria bastante conveniente um aplicativo mobile querecomende aos usuários lojas e produtos de acordo com seus interesses. Nesse sentido,este trabalho apresenta um sistema de recomendação para o aplicativo InMap – um apli-cativo para dispositivos móveis que auxilia usuários em um shopping center específicocom mapas, lojas, etc com o objetivo de recomendar as lojas mais relevantes para cadausuário. As recomendações são baseadas em feedback implícito do usuário durante suasações utilizando o aplicativo. Desse feedback, o sistema descreve o usuário, empregandoconjuntos ponderados de termos de pesquisas, categorias de loja e tags de lojas visitadas.Tecnicamente, o modelo de recomendação utiliza métodos baseados em tags e conteúdopara gerar as melhores recomendações de um usuário.
 Os resultados da avaliação quantitativa mostram uma evolução significativa em relaçãoa outros modelos encontrados na literatura. Os experimentos mostram uma melhoriana precisão de 71% e 69% de aumento na cobertura em relação a outros modeloscomparados, fazendo da proposta uma solução para amenizar o problema de recomendarlojas relevantes aos usuários.
 Palavras-chave: recomendações, dispositivos móveis, shopping, personalização, locali-zação
 ix
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Abstract
 The advance of technology and the rapid growth in Internet usage have exposed anincreasing amount of personal information on the Web. Much of this information aregenerated by users of smartphones through mobile applications that publish and accessinformation anywhere and anytime. The exposure to such a information does not alwaysmeet individual needs, making necessary to filter and discern what is relevant or not. Inthis context, Recommender Systems appear as a solution to analyze information of usersand items (news, goods, sites) in order to recommend the items most relevant respectingthe users preferences.
 In shopping centers, the above scenario is quite visible. In general, malls are confusingplaces, with hundreds of stores and products, and make people waste time when lookingfor something. Thus, it would be very convenient a mobile application that recommendsusers with stores and products according to their interests. In this sense, we propose arecommendation system for the InMap application – a mobile software that helps userswithin a specific shopping mall with maps, stores, facilities – in order to recommendthe most relevant stores to users. The recommendations are based on implicit feedbackfrom the user in their activities using the application. From this feedback, the systemprofiles the user employing weighted set of terms from searches, stores categories andtag from visited stores. Technically, the recommendation model relies on a Tag-basedand Content-based method in order to generate the top-N recommendations to a user.
 The quantitative evaluation of the results showed a significant improvement comparedto other models found in literature. The experiments show an improvement in accuracy of71% and 69% increase in the coverage ratio compared to other models, making proposeda solution to alleviate the problem recommend relavantes stores users.
 Keywords: recommendation, mobile, shopping, personalization, user model, location
 x
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1Introdução
 Não há nada como o sonho para criar o futuro. Utopia hoje, carne e
 osso amanhã.
 —VICTOR HUGO
 As tecnologias móveis, em particular tablets e smartphones, se difundiram bastantenestas últimas décadas, na qual estas apresentam cada vez mais importância na rotinamoderna das pessoas. Sendo assim, é notório que o uso da Internet nesses dispositivosaumentou gradativamente as informações públicas pessoais na Web. Sendo estas geradaspelos usuários por meio de aplicativos feitos com a intenção de ajudar nas atividadesdo lar, trabalho e lazer. Por outro lado, a necessidade de consumir informações nemsempre atende aos desejos individuais e, como resultado, cria-se a necessidade de filtrar ediscernir o que é relevante ou não. Neste contexto, o sistema de recomendação é a soluçãoque associa vários métodos computacionais para selecionar itens (notícias, produtos delojas, locais), personalizados com base nos interesses dos usuários e conforme o contextono qual estão inseridos (Ricci and Shapira, 2011).
 Sistemas de Recomendação são frequentementes usados em sites e-commerce, moto-res de busca e serviços streaming. E na maioria dos casos, estes sistemas precisam dealgum tipo de avaliação explícita ou implícita do usuário. Por exemplo, no Youtube asrecomendações dos vídeos são baseadas no histórico de visualizações e avaliações dosinternautas. Com a refinamento de conjuntos de informações grandes e complexas, umconteúdo personalizado é um grande aliado para os usuários que estão sujeitos a umagrande quantidade de informações que podem ser irrelevantes.
 Há momentos em que a sobrecarga da informação está visível fora do ambiente digital.Por exemplo, centros comerciais (varejistas e atacadistas) na maioria das cidades são
 1
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1.1. MOTIVAÇÃO
 lugares confusos, com centenas de lojas e produtos, e fazem as pessoas desperdiçaremtempo ao procurar algo. Nesse sentido, o uso de um sistema de recomendação podeauxiliar os clientes nesses ambientes.
 A partir desse contexto, para compreender as necessidades dos consumidores, desen-volvemos um sistema de recomendação adaptado em um aplicativo para a plataformaAndroid, para recomendar lojas de acordo com o monitoramento da localização e registrode atividades do usuário.
 1.1 Motivação
 O acesso à Internet em smartphones ou tablets se popularizou bastante nestas últimasdécadas. (Holding, 2015) revela que no Brasil, até os três primeiros meses de 2015,68,4 milhões de pessoas acessaram a Internet através desses dispositivos, sendo que notrimestre anterior eram 58,6 milhões de pessoas. A pesquisa destaca que os usos deredes socias, vídeos, e-mails, mensageiros instantâneo, músicas e portais são serviços econteúdos bastante desfrutados pelos brasileiros com a Internet em smatphones.
 Diferentemente dos computadores pessoais, os smartphones e tablets agregam recur-sos computacionais em qualquer lugar que os usuários estão. Os aplicativos desenvolvidospara esses dispositivos tiram proveitos de diversas informações contextuais. Por exemplo,localização através do GPS, Wi-Fi ou rede de telefonia e uso de sensores para captura datemperatura do ambiente (Zhu and Tian, 2014). Nesta perspectiva, pode-se fornecer aousuário informações em tempo real em qualquer local.
 Avaliações e personalizações de informações obtidas pelas atividades dos usuáriosna Internet podem ser feita através de um sistema de recomendação. Por exemplo,um cliente em um site de vendas pode pesquisar um produto ou avaliá-lo e o sistemade recomendação pode sugerir produtos de acordo com a semelhança com o que foipesquisado. No entanto, em um shopping center, fornecer informações personalizadas deacordo com a preferência e necessidade de um cliente não é tão prático. Normalmente,as recomendações são apresentadas de maneira não personalizadas (anúncios de ofertas,marketing audio-visual) e não representam um interesse de um cliente específico. Tendoem vista essa realidade, a captura de informações sensiveís ao contexto (Kramer, 2005)pode ser aplicada. O usuário não precisará usar sempre o aplicativo, ou um site, para queocorra uma recomendação. Por exemplo, com o uso do dispositivos móveis, informaçõesextraídas do hístorico da localização do usuário são mais fáceis de serem obtidas e essasinformações podem ser usadas para analisar as preferências de um usúario específico.
 Soluções que indiquem aos consumidores produtos de interesse aparecem como
 2
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1.2. DESCRIÇÃO DO PROBLEMA
 uma alternativa para auxiliar consumidores em busca de produtos. Com o objetivo deaproveitar a popularidade dos smartphones e tablets, desenvolvemos um sistema derecomendação que usa informações sensíveis (data, localização) e não sensíveis (historicode registro de atividades no aplicativo) ao contexto que sugere lojas ao usuário.
 1.2 Descrição do Problema
 Encontrar uma loja em grandes centros comerciais nem sempre é uma tarefa fácil. Porexemplo, ao ir a rua 25 de Março em São Paulo. O consumidor certamente irá enfrentaro seu espaço com o comércio informal e outros clientes. Caso não esteja disposto aandar bastante, talvez não encontre a loja desejada. Ir a um shopping center é uma daspossibilidades para o consumidor, porque reúne diversas lojas e vários serviços (bancos,clínicas, cinemas e restaurantes) no mesmo local de maneira mais organizada. Mas, nemsempre os consumidores conseguem achar as melhores lojas, por conta da variedadede oferta, geralmente eles não memorizam ou se perdem entre as centenas lojas. Paraauxiliar os clientes, alguns shopping centers já disponibilizam totens digitais e aplicativospara dispositivos móveis que têm como objetivo de informar aos usuários a localizaçãode suas lojas. No entanto, os clientes têm interesses distintos e a disposição das lojas nãosegue um critério em particula de uma pessoa. Um outro ponto a se destacar é encontrarum equilibrio entre o tempo e dinheiro gasto em shopping centers. Por exemplo, umconsumidor que tem disponibilidade de tempo pode visitar diversas lojas para compararos preços do produto desejado e acabar comprando na primeira loja visitada, nessecaso houve uma economia de dinheiro, mas, o gasto do tempo impossibilitou que ocliente fizesse outras atividades no shopping. Se o cliente precisa ir rápido ao shopping,certamente não irá fazer uma pesquisa de preço e consequentemente irá comprar emalguma das das primeiras lojas visitadas. Mas, isso não dará garantia do menor preçopago. Um vez que a informação que o clientes procura é disponibilizada de formapersonalizada de acordo com suas necessidades, a experiência de compra será maissatisfatória. Um consumidor satisfeito provavelmente irá voltar a comprar no mesmolocal, o que é interessante para as vendas nos centros comerciais (Hennig-Thurau andKlee, 1997).
 O problema que este trabalho pretende investigar é como os sistemas de recomen-dação podem ser utilizados para auxiliar clientes que têm dificuldades em encontrarprodutos, serviços, lojas de maneira rápida, em ambientes em que as informações nãosão personalizadas de acordo com as suas preferências.
 3
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1.3. OBJETIVOS DA SOLUÇÃO PROPOSTA
 1.3 Objetivos da Solução Proposta
 A fim de apoiar os clientes em centros comerciais, e de modo a ter uma melhor experiênciade compra, desenvolvemos um sistema de recomendação chamado Store-based. Quetem como objetivo, disponibilizar uma lista personalizada de lojas de acordo com aspreferências do usuário. O Store-based foi adicionado a um aplicativo Android, InMap.Para gerar a recomendação, monitoramos a localização do usuário em backgrounde utilizamos a interface gráfica do InMap que dispõe do mecanismo de busca, lojascategorizadas e um mapa para mostrar o local da loja. Ao combinar essas fontes deinformações, esperamos fornecer recomendações precisas.
 1.3.1 Objetivos Específicos
 Para o desenvolvimento do Store-based, alguns objetivos específicos foram levados emconsiderações a fim de obtermos resultados satisfatórios:
 1. Utilização do ambiente do Shopping Center como exemplo de centro comercial.
 2. Criação de um modelo de usuário que represente um cliente de forma convicente.
 3. Criação de um modelo de loja que possa ser usado na recomendação.
 4. Criação de um sistema de recomendação que indique as lojas de acordo com apreferência do cliente.
 5. Avaliaão do modelo de usuário, modelo de loja e o sistema de recomendação.
 1.4 Estrutura do Trabalho
 O restante deste trabalho está organizado da seguinte forma. O Capítulo 2 apresenta oreferêncial teórico sobre sistemas de recomendação e compara com o nosso trabalho.O Capítulo 3 introduz a aplicação InMap e suas várias características, descrevendo osrequisitos funcionais e não funcionais, assim como sua arquitetura e a composição domodelo de usuário. Além disso, apresenta o modelo recomendação de lojas e como eleé gerado. O Capítulo 4 descreve a configuração experimental e os resultados obtidos apartir dos experimentos. Por fim, o Capítulo 5 apresenta a conclusão do trabalho e sugereo roteiro para os trabalhos futuros.
 4
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2Referencial Teórico
 Para compreensão adequada deste estudo, este capítulo apresenta o background básico donosso trabalho, incluindo modelagem de usuário e modelos de recomendação. Para cadatécnica, primeiramente mostramos um background introdutório e, em seguida, discutimosalguns trabalhos relacionados a área. Este capítulo está dividido da seguinte forma:Seção 2.1 discute a modelagem de usuário e os trabalhos relacionados. A Seção 2.2define o que é um Sistema de Recomendação e mostra técnicas para criá-los de modopersonalizado e analisa trabalhos relacionados sobre os sistemas de recomendação nodomínio da solução proposta (ver Seção 1.3).
 2.1 Modelagem de Usuário
 Um sistema adaptativo, que adequa o seu conteúdo, estrutura a interface baseada nousuário corrente, é expresso pelo modelo de usuário (Wahlster and Kobsa, 1989; Bru-silovsky, 2001a). A modelagem do usuário é uma atividade importante para manter oconhecimentos sobre as informações, objetivos, planos, habilidades, atitudes e interessesdo usuário (Brusilovsky, 2001a). Essas aplicações adaptativas precisam manter informa-ções armazenadas e atualizadas sobre o usuário (Wahlster and Kobsa, 1989). De acordocom Carmagnola et al. (2011), o modelo de usuário é a parte mais importante para apersonalização de um sistema e a capacidade de analisar, armazenar e atualizar premissase informações do usuário afeta diretamente a qualidade global destes sistemas. Portanto,um aplicativo personalizado para ser eficiente precisa de um modelo de usuário bemelaborado que representa modelos cognitivos dos usuários humanos com representaçãode seus interesses, conhecimentos, habilidades e objetivos.
 5

Page 16
                        

2.1. MODELAGEM DE USUÁRIO
 2.1.1 Feedbacks Implícitos e Explícitos do Usuário
 A precisão dos dados modelo de usuário afeta diretamente o desempenho das personali-zações em sistemas adaptativos. Assim, a forma de obter os dados de usuário pode sermodo implícito ou explícito (Ricci et al., 2011).
 A abordagem do feedback explícito como fonte de informação é mais confiávelpara inferir preferências do que o feedback implícito. O usuário de um sistema indicaexplicitamente os seus interesses ou opiniões quando utiliza mecanismos de avaliação.Por exemplo, a Netflix oferece um sistema de classificação de 1 a 5 estrelas no catálogode filmes assistidos, onde os clientes podem expressar suas opiniões e têm as suaspreferências analisadas. Infelizmente, componentes para coletar feedback explícito nemsempre estão disponíveis em um sistema. Portanto, podem ser usados métodos quemonitoram implicitamente as atividade dos usuários (Hu et al., 2008). Uma lista de tiposde feedback implícitos é apresentado por Hu et al. (2008) e inclui histórico de navegaçãode websites, logs compras de aplicações e-commerce, tagging, eventos de interaçãoem interface gráfica e padrões de pesquisa. Nosso estudo se concentra em modelosadequados para o feedback implícito usando o histórico de navegação, localização dousuário, padrões de pesquisa e uso do aplicativo.
 2.1.2 Trabalhos Relacionados em Modelagem de Usuários
 Nesta seção, vamos analisar e comparar uma série de trabalhos relacionados que propõemtécnicas para a construção de modelos de usuário com o nosso modelo proposto.
 No início dos anos noventa, os sistemas operacionais existentes começaram a desen-volver a modelagem de usuários shell, portanto o seu comportamento seria influenciadopelas preferências do usuário (Kobsa, 2001). Especificamente, os sistemas shell sãosoftwares que fornecem uma interface dos serviços de um sistema central para os usuários(Party, 2005). Em Kobsa (2001) faz uma série de estudos das aplicações durante esteperíodo, incluindo UMT Brajnik and Tasso (1994), um sistema que permite a definiçãode estereótipos do usuário ordenados hierarquicamente e a criação de regras de inferência.(Kay, 1993) propôs um conjunto de ferramentas para modelagem de usuário que utilizampares atributo-valor para representar as informações sobre o usuário (preferências, conhe-cimentos, habilidades). Todos os dados sobre a preferência do usuário são ligados a umalista de fatos, seja para a sua veracidade ou falsidade. Além dessa lista, um carimbo detempo e uma fonte das evidências (observação, ativação estereótipo, invocação regra, deentrada do usuário) também são registrados. BGP-MS é um sistema shell de modelagem
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 de usuários que ajuda outros softwares adaptarem-se ao seu usuário corrente, baseando-senas convicções presumidas do usuário, objetivos e conhecimento. O BGP-MS utiliza alógica de primeira ordem para representar o usuário e fazer novas hipóteses observandoas suas ações combinadas com o conhecimento pré-definido (Kobsa and Pohl, 1995;Pohl, 1998). Estes modelos de usuário não foram implementados neste trabalho, mas elesajudaram a entender como os primeiros modelos foram criados e usados.
 No final dos anos noventa, o setor do comércio eletrônico tornou-se um candidatoperfeito para as aplicações personalizadas (Allen et al., 1998; Cooperstein et al., 1999).Os sites começaram a fornecer informações personalizadas aos clientes ao invés deapresentar produtos de maneira não personalizadas (Peppers and Rogers, 1997, 1993).Normalmente, as técnicas de personalização na web inclui a recomendação de produtospara os clientes considerando suas compras anteriores e outras interações com o site, taiscomo avaliação e classificação dos produtos. Group Lens (Resnick et al., 1994) é umaplicativo de personalização da web que utiliza vários algoritmos de filtragem colaborativa(Breese et al., 1998; Herlocker et al., 1999) para inferir as preferências dos usuárioscom base no feedback implícito e explícito. Como o feedback implícito, Resnick et al.
 (1994) prevê uma classificação pela análise de produtos que o cliente on-line visualizou eprodutos que tenham sido colocados no carrinho de compras. Como o feedback explícito,são usadas classificações dos produtos deixados nos formulários on-line. Também éutilizada a análise do histórico de compras para prevêr as preferências do cliente. Sarwaret al. (2000) analisa as transações de compras e históricos de classificações dos itenspara construir perfis de usuários para obterem recomendações personalizadas usandotécnicas de filtragem colaborativa. Ligeiramente diferente Resnick et al. (1994); Sarwaret al. (2000), Ardissono et al. (2000) personalizam as apresentações de notícias porusuário usando técnicas como a modelagem de usuários, representação de conhecimentoe hipermídia. A principal diferença diz respeito às técnicas utilizadas para construir omodelo do usuário e consequentemente alcançar a personalização. Resnick et al. (1994) eSarwar et al. (2000) usam a técnica de filtragem colaborativa, mas Ardissono et al. (2000)conta com a representação do conhecimento para criar modelos de usuário. A fim derecomendar adequadamente produtos em sistemas e-commerce, a criação do modelo deusuário é dividido em duas fases: A primeira se refere a construção inicial do modelode usuário com suas primeiras predições sobre seus interesses; a segunda fase consistena melhoria das previsões iniciais. Em nosso trabalho, o modelo de usuário não estáconfigurado no contexto do comércio eletrônico, portanto, não tem um comportamentodas transações do usuário como fonte de dados. No entanto, esses modelos de usuário
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 deram uma importante compreensão para a nossa investigação, uma vez que consideramosoutras interações com os itens de interesse.
 A difusão de aplicações na web 2.0 e de sistemas que coletam informações pessoais,atividades e preferências sobre o usuário, tem proporcionado uma oportunidade paracriar modelos de usuário inovadores com base nos dados sociais disponíveis, tais comoclassificações de conteúdo e tags nas redes sociais. Muitos modelos na área têm vindo autilizar estas técnicas, incluindo Firan et al. (2007), que recomenda músicas no Last.fmbaseado em perfis de usuário construídos a partir de taggings do perfil social. Igualmente,Carmagnola et al. (2007) exploram as atividades das taggings do usuário, a fim defazer valer o conhecimento sobre as suas preferências. Especificamente, é analisada arelevância da tag, e explica como e por que essa ação pode representar um importantefeedback para a construção do perfil de usuário. Carmel et al. (2009) apresentam umasolução que analisa a estrutura de rede social do usuário assumindo que as pessoascom os mesmos laços sociais provavelmente tem interesses semelhantes. Daoud et al.
 (2007) introduz uma abordagem para a aprendizagem através de uma representaçãosemântica dos interesses do usuário subjacente, usando uma ontologia pré-definida e ohistórico de pesquisa para fornecer a personalização. Basicamente, a ideia é representar acoleção de evidências de seu histórico de pesquisa conceitualmente usando a hierarquiade conceitos da ontologia para determinar os interesses do usuário. Godoy et al. (2004)apresentam PersonalSearcher que é um agente de pesquisa na web personalizada queajuda os usuários a encontrar documentos interessantes. Para ser capaz de alcançar talassistência, este agente utiliza uma representação hierárquica do interesse do usuário pormeio da análise de uma série de indicadores implícitos, por exemplo, o tempo gasto paraler uma página web. Um perfil de usuário é composto por essas informações, e é usadopara filtrar documentos recuperados a partir de uma pesquisa baseada em palavras chaves.Estes trabalhos relacionados inspiraram o uso de mecanismo de pesquisa como fonte dedados em nosso modelo de recomendação.
 2.2 Sistemas de Recomendação
 As recomendações são imprescindíveis em nosso cotidiano. Contamos com sugestões deamigos, dicas de produtos em fóruns na web, etc. Normalmente, nossas decisões sobrepossíveis alternativas são feitas sem experiência ou conhecimento suficiente sobre asopções disponíveis. Portanto, as recomendações vindas de uma fonte confiável podemmelhorar significativamente o nosso processo de tomada de decisão. Os sistemas de
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 recomendação unem técnicas computacionais para dar suporte aos usuários nas tomadasde decisões entre as variadas alternativas, ao sugerir itens que possam ser interessantes(Mahmood and Ricci, 2009).
 O sistema de recomendação tornou-se uma característica importante na área docomércio eletrônico, ajudando os usuários a encontrar os produtos de interesse entreuma ampla gama de ofertas (Ricci et al., 2011). Usando as mídias sociais, os sistemasde recomendações podem analisar opiniões de usuários em comunidades onde elesparticipam, a fim de saber mais sobre suas preferências (Resnick et al., 1994). Elesfuncionam como os assistentes pessoais, recomendando itens do interesse do usuário. Aqualidade do sistema de recomendação é avaliada pela sua capacidade de propor umaboa escolha para usuários que estão realizando alguma ação, tais como a compra deprodutos ou cumprindo uma tarefa atribuída. Várias pesquisas investigam técnicas queexploram dados gerados pelo usuário e semelhanças com certos itens, a fim de alcançarrecomendações de alto valor.
 Normalmente, as recomendações são personalizadas, a fim de que diferentes usuáriosreceberem sugestões custumizadas com base em suas preferências e interesses (Mahmoodand Ricci, 2009). No entanto, também existem recomendações não-personalizadas, porexemplo, realçe de produtos em uma revista. As preferências do usuário não são levadasem conta nessas recomendações, portanto, são mais simples de construir do que aspersonalizadas. Normalmente, as recomendações não-personalizados são encontradasem revistas, jornais e comércio não-eletrônico. As vantagens e desvantagens entre asabordagens em termos de precisão e lucro com as vendas é discutido por Chen et al.
 (2008). Embora as recomendações não-personalizadas possam ser úteis em situaçõesespecíficas, elas não serão usadas em nosso trabalho. Ao invés disso, discutimos técnicasde recomendações personalizadas.
 2.2.1 Sistemas de Recomendação Personalizada
 Sistemas de Recomendação analisam as informações disponíveis sobre itens, usuáriosou contexto para sugerir um subconjunto de itens disponíveis que são interessantes paraum usuário específico (Mahmood and Ricci, 2009), como resumido na Figura 2.1. Ossistemas de recomendação podem ser categorizados considerando o algoritmo utilizadopara prever quais os itens que devem ser recomendados. De acordo com Burke (2007),sistemas de recomendação podem ser classificadas nos seguintes grupos:
 • Filtragem Baseada em Conteúdo: Utiliza as informações sobre as características
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 dos itens e classificações que o usuário tenha dado a eles (Cena et al., 2006;Funakoshi and Ohguro, 2000; Durao and Dolog, 2014).
 • Filtragem Colaborativa: Recomenda itens para os usuários só com base emoutras avaliações com história semelhante para os usuários atuais. E não usa asinformações sobre os itens (Symeonidis et al., 2008; Shardanand and Maes, 1995).
 • Filtragem Demográfica: Usa informações demográfica para recomendar itens aosusuários.
 • Filtragem Baseada em Conhecimento: Os itens são recomendados com base eminferências sobre interesses e necessidades do usuário (Bhargava et al., 1999).
 • Filtragem Baseada em comunidade: Recomenda itens com base em informaçõesencontradas em um perfil de usuário de rede social, tais como: os interesses deamigos (Ben-Shimon et al., 2007).
 • Filtragem Híbrida: Combina duas (ou mais) técnicas para proporcionar umarecomendação melhor em vez de utilizar apenas um método (de Campos et al.,2010; Schwab et al., 2000; Burke, 2002). Usamos esta abordagem, mesclando asclassificações baseadas em conteúdo e baseada em conhecimento para sugerir osmelhores itens (lojas) para usuários.
 Figura 2.1: Clientes entram com as preferências, o sistema de recomendação usa omodelo de usuário e compara as semelhanças com modelo do item, a fim de recomendaritens relevantes.
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 2.2.2 Técnica de Filtragem Colaborativa
 A Filtragem Colaborativa é uma das técnicas de sistemas de recomendação de maiorsucesso. Ela assume que a opinião dos usuários em relação ao item de interesse não mudaem um futuro semelhante. Por exemplo, em um sistema de recomendação com filtragemcolaborativa de filmes, faz previsões sobre quais os filmes que o usuário compraria combase em suas avaliações submetidas em filmes comprados anterioriormente. Diferentede métodos baseados em conteúdo, sem qualquer informação extra sobre os usuários(localização, gênero) ou itens (tipo, categoria, tamanho) a filtragem colaborativa podeconstruir recomendações personalizadas (Ricci et al., 2011). Para recomendar adequada-mente, é preciso analisar semelhanças entre duas entidades diferentes: usuários e itens.Normalmente, esta similaridade é fornecida em termos de classificações explícitas. Porexemplo, em um sistema que fornece as top-N músicas com as melhores avaliações, seum usuário avalia em 5 a música em um mecanismo de classificação de 5 estrelas, issosignifica que ele gostou da música, mas uma classificação de 1 significa que ele nãogostou dela.
 Na Filtragem Colaborativa, a correlação para os diferentes objetos para as predições denovos itens podem ser feitas por dois métodos: item-based (baseado no item) e user-based
 (baseado no usuário). A primeira técnica correlaciona itens por novas recomendações,classificações e itens semelhante. Estes normalmente não mudam muito, por isso, podemser computados off-line. No caso da segunda técnica, os itens são recomendados pelasimilaridade das classificações dos usuários. Uma característica positiva de ambasas técnicas é que elas são independentes do domínio e a qualidade da recomendaçãotipicamente aumenta ao longo do tempo (Herlocker et al., 2004). No entanto, um aspectonegativo de técnicas com Filtragem Colaborativa é chamada de cold-start (partida fria),em que as recomendações não têm um bom desempenho com os dados insuficientesdos usuários. Para a técnica baseada no usuário, este quando novo, precisa avaliaruma quantidade significativa de itens de interesse antes de receber boas recomendações(problema do novo usuário), enquanto que baseado no item, novos itens precisam seravaliados por uma quantidade expressiva de usuários para recomendar adequadamente(problema do novo item). Portanto, se o sistema espera baixa frequência de novos itens,provavelmente, uma técnica baseada no item pode ser implementada com pequenosimpactos causados pelo problema do novo item. Por outro lado, se o sistema espera baixafrequência de novos usuários e os usuários irão interagir por períodos mais longos, então,uma técnica baseada no usuário pode ser implementada com pequenos impactos causadospelo problema do novo usuário.
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 A Técnica baseada no usuário com a Filtragem Colaborativa funciona bem em do-mínios restritos e a razão é óbvia: as pessoas com gostos semelhantes em um domíniopodem se comportar muito diferente em outros, portanto, podem haver falhas em am-bientes mais diversificados. Para fornecer conhecimento adicional, melhorando assima qualidade da recomendação, metadados com informações sobre o conteúdo dos itenspodem ser utilizados. Com o crescente uso de sistemas colaborativos com auxílio detags, estas tornaram-se uma ferramenta atraente e útil para melhorar modelos de itens,melhorando assim os algoritmos para sistemas de recomendação. Em nossa pesquisa, astags são atribuídas em nosso modelo de recomendação e nas lojas para melhor definí-lase ajudar a funcionalidade de pesquisa. No entanto, a nossa aplicação não usa a filtragemcolaborativa, as tags são pré-definidas e permaneçam estáticas até que uma possívelatualização manual na base de dados aconteça.
 2.2.3 Técnica Baseada em Conteúdo
 A técnica baseada em conteúdo, também conhecida com abordagem baseada em informa-ção, usa itens que o usuário gostou no passado para recomendar outros itens semelhantes.Normalmente, a similiridade é calculada através da análise de um conjunto de recursosa partir de um item (texto ou atributos), a fim de afirmar a afinidade do item para finsde recomendação. A Figura 2.2 exemplifica este cenário, na qual o usuário gostou deum item de cor específica (item C) e recebeu um item com a mesma cor (Item A). Afim de gerar recomendações, técnicas baseadas em conteúdo explora atributos do item(características), tais como localização geográfica, data, conteúdo textual (por exemplo, otexto de uma página da web, a descrição de um item) ou propriedades específicas. Elessão geralmente desenvolvidos para recomendar itens baseados em texto, como páginasda web, que o seu conteúdo é descrito com um conjunto de palavras-chave pesados porimportância. Por conseguinte, essa técnica é útil para o nosso modelo, uma vez queprocedimento de armazenamento contém um conjunto de termos (tags) que podem serusadas para inferir semelhanças.
 Da mesma forma que a técnica de filtragem colaborativa, técnicas baseadas emconteúdo também sofrem com o problema de novo usuário, ou seja, os novos usuáriosnão receberão quaisquer recomendações até que manifestem interesse em um item. Estatécnica também é limitada à diversificação, porque somente itens muito semelhantes aosavaliados anteriormente podem ser recomendados, e estes podem ser muito similaresaos itens conhecidos, sem novas informações para o usuário. Por exemplo, uma pessoaque gosta de livros de terror, provavelmente receberá recomendações de outros livros
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 Figura 2.2: O item A, similar ao item C por possuir o mesmo atributo, foi recomendadopara o usuário, por ele ter gostado do item C no passado.
 de terror semelhantes. Para superar o problema, Zhang and Hurly (2009); Smyth andMcClave (2001) fazem um estudo sobre a diversidade nas recomendações com o objetivode fornecer aos usuários uma melhor cobertura do espaço de informação, isto é, opçõessimilares disponíveis, mas não tão perto uma da outra. A diversidade não é abordadano nosso modelo, porque as nossas recomendações devem ser realmente próximas daspreferências do usuário, levando em consideração que o nosso conjunto de dados jáapresenta altas diversidades, ou seja, não há muitos itens similares.
 2.2.4 Sistemas de Recomendação Baseada em Tag
 Como descrito na Seção 2.2.2 sobre Técnica de Filtragem Colaborativa, a tag tornou-seum instrumento útil para reforçar técnicas de recomendações, por que fornece maisinformações, especialmente em sistemas colaborativos. Além de ajudar os usuáriosa organizar suas informações pessoais, as tags também podem indicar o interesse ouopinião do usuário. Portanto, elas devem ser utilizadas para melhorar as recomendaçõespersonalizadas. A seguir, apresentamos dois métodos geralmente utilizados para produzirrecomendações baseadas em tag:
 • Filtragem Colaborativa Baseada em Tag: Diferente de sistemas de recomen-dação com filtragem colaborativa, que usa apenas classificações. Esse métodoutiliza termos definidos nos perfis dos usuários. A relação binária habitual entreos usuários e os itens agora introduz uma nova dimensão: tags. Portanto, torna-seuma relação ternária entre usuários, itens e tags (Milicevic et al., 2010). Sistemasde recomendação tradicionais exploram a relação binária entre usuários e itens
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 para produzir recomendações, isto é, um tensor de segunda ordem. Técnicas defiltragem colaborativa que exploram a folksonomia (ver Seção 2.2.5) e a relaçãoternária entre usuário, tags e itens são capazes de reduzir o espaço dimensional.
 O primeiro passo para a adaptação é reduzir a folksonomia tridimensional para trêsestruturas bidimensionais: < usuario, tag > e < item, tag > e < usuario, item >.Isto é conseguido através do aumento da matriz padrão usuario-item horizon-talmente e verticalmente com usuário e tags correspondentes, de acordo comTso-Sutter et al. (2008). Tags de usuário são termos que um usuário u atribui aositens e são vistos como itens na matriz usuario-item, enquanto que, os termos dositens são tags que descrevem um item i que desempenha o papel de usuário namatriz usuario-item. Os valores da matriz pode ser qualquer um binário (0 ou1, isto é, o artigo tem a tag ou não, como mostrado na Figura 2.3) ou decimal(tipicamente normalizada [0,1]). Além disso, métodos de agrupamento podem seraplicadas, a fim de ordenar grupo semelhantes de acordo com alguns critérios, emvez de ver cada tag como um simples usuário ou item (Jäschke et al., 2007).
 Figura 2.3: Representação esparsa tensor, onde feedback positivo é interpretado como 1 eo negativo com 0. Figura obtida em Milicevic et al. (2010).
 • Baseada em Conteúdo e Tags: Para recomendar bons itens, o método baseadoem conteúdo explora a semelhança das tags do usuário com as tags dos itenscandidatos a recomendação. Esta comparação fornece um ranking dos itens maissemelhantes com a base nas tags do perfil de usuário. Normalmente, os sistemasde recomendação sugerem os n itens desta lista que estão acima de um limiarestabelecido, o qual, este pode ser definido manualmente ou automaticamente,utilizando uma função matemática dependendo das definições de recomendação.
 Basicamente, este método pode ser descrito como: para cada usuário u ∈ U ,queremos recomendar fontes desconhecidas rmax,u ∈ R, que maximizam a funçãopersonalizada persRec descrito como:
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 ∀u ∈U,rmax,u = argmaxr∈R
 persRec(u,r)� �2.1
 A função persRec é descrita como:
 persRec(u,r) = sim(userModel(u), itemModel(r))� �2.2
 O userModel(u) compreende as tags que caracterizam preferências, opiniões, inte-resses de um usuário u ∈U considerando que a itemModel(r) são compostas portags descrevendo o item (item) r ∈ R. O sim representa uma função de similaridade(tipicamente similaridade do cosseno) usada para calcular a semelhança entre tags
 do perfil de usuário e perfil do item (Adomavicius and Tuzhilin, 2005; Jäschkeet al., 2007). Modelos baseadas em tags são normalmente constituidos com vetoresde números reais (peso) em que cada valor (típicamente normalizada entre 0 e 1) dovetor representa a relevância das tags correspondentes ao usuário e o item. Nossotrabalho utiliza alguns desses conceitos, pesando vários fatores, a fim de prover asmelhores recomendações.
 A Próxima seção apresenta trabalhos relacionados, sistemas de recomendação de váriascategorias mencionadas acima. Em sequência, trabalhos relacionados sobre sistemas derecomendação no domínio comercial são apresentados.
 2.2.5 Trabalhos Relacionados sobre Sistemas de Recomendação
 Nesta subseção iremos listar os principais trabalhos relacionados sobre sistemas derecomendação. Apesar de não usarmos abordagem da filtragem colaborativa, listamosalguns trabalhos sobre essa técnica de recomendação, pois foram importantes em nossoestudo para o desenvolvimento desse trabalho.
 • Deshpande and Karypis (2004) apresentam uma classe de algoritmo de recomen-dação baseado em modelos top-N que primeiro encontra semelhanças entre ositens, de forma análoga à nossa abordagem, e usa para identificar o conjunto deitens a ser recomendada, superando problemas de escalabilidade da complexidadecomputacional da filtragem colaborativa baseada no usuário.
 • Deshpande and Karypis (2004), Linden et al. (2003) apresentam um algoritmo defiltragem colaborativa item-a-item, que constrói uma tabela de itens semelhantes,
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 encontrando itens que os clientes compraram juntos, então ele relaciona itenscomprados a avaliações do usuário atual para fornecer recomendações.
 • Vatturi et al. (2008) apresentam uma recomendação com base nas tags do usuárioatual e interesses gerais definidos por intervalos de tempos diferentes.
 • Firan et al. (2007) exploram perfis baseados em tags do banco de dados do Last.Fme compara o resultados da recomendação baseada em tag para música e faixas deum determinado perfil.
 • Jäschke et al. (2008) comparam diferentes algoritmos para recomendações baseadaem tags em conjuntos de dados reais em grande escala, incluindo a recomendaçãobaseada em grafo utilizando um algoritmo FolkRank que é uma adaptação defiltragem colaborativa baseada no usuário.
 • Herlocker et al. (2000) apresentam as explicações das recomendações de filtragemcolaborativa e como ela é útil para os usuários e seu desempenho, explicando como
 tais sistemas são implementados e porque são implementados, com o objetivo defornecer os melhores e mais aceitos sistemas de recomendação.
 • Sarwar et al. (2001) apresentam um estudo comparativo de diferentes técnicas decomputação semelhanças item-a-item (por exemplo, correlação de item-a-item vs.semelhança do cosseno entre vetores de itens) e diferentes modelos de recomenda-ções (soma ponderada vs. modelo de regressão).
 • Liu and Ke (2007) apresentam uma recomendação para ajudar na tomada dedecisões sobre as atividades de resolução de problemas utilizando técnicas deraciocínio baseado em casos de descoberta de conhecimento.
 • Avancini et al. (2007) sugerem um sistema onde não só os usuários podem organizar(e pesquisar) a informação disponível, mas que também fornece recursos para criarrelações entre usuários e comunidades em torno de interesses comuns, tornandoessas recomendações com base em padrões de preferência dos usuários.
 • Zanardi and Capra (2008) apresentam o Social Ranking, um método que utilizatécnicas de sistema de recomendação para melhorar a eficiência das buscas dentrode espaços colaborativos. Eles propõem recomendar o conteúdo na pesquisa deum usuário específico com base na distância semântica inferida na consulta para astags associadas ao conteúdo, ponderada pela semelhança da busca do usuário e astags criadas.
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 • Jäschke et al. (2008) explicam que os sistemas Folksonomicos permitem aos usuá-rios indexar informações com palavras arbitrárias, as chamadas tags. Além disso, éproposto um algoritmo de mineração de dados que encontra conceitos implícitos nafolksonomia 1. Por esta definição a nossa aplicação não é um folksonomica, poiso usuário não tem como fazer a indexação de seu conteúdo existente, tais comodados das lojas.
 A seguir, os trabalhos relacionados sobre sistemas de recomendação de compra sãodescritos.
 2.2.6 Sistemas de Recomendação para Auxílio de Compras
 Existe uma grande quantidade de trabalhos sobre recomendação de compras baseadona web, mas poucos sobre centros comerciais. Diferentes soluções são apresentadas,cada uma com particularidades que limitam a sua utilização. A maioria delas sãorecomendação de produtos, usando informações obtidas a partir do contexto, outrosusuários e preferências do usuário.
 • Ricci (2010) e Anacleto et al. (2011) apresentam um resumo dos sistemas decomunicações móveis e recomendação de compras, os desafios e oportunidades. Oprimeiro é focado em recomendações de turismo e o segundo em centros comerci-ais.
 • Asthana et al. (1994) descrevem uma abordagem focada em lojas de varejo, comosupermercados, onde um hardware específico é anexado ao carrinho e tem acessoao seu histórico, fornece recomendações de produtos, compara diferentes marcasdo mesmo produto e indica a localização de cada produto. Infelizmente, apresentaelevados custos de infra-estrutura, devido às instalações de sensores de hardware.
 • Stahl et al. (2005) apresentam uma solução de assistência à navegação e de comprasaos usuários, usando um ambiente inteligente. Alega que dispositivos portáteis nãosão bons para fornecer assistência à navegação, por isso a sugestão é usar monitoresno local para orientar o usuário. A desvantagem é a escalabilidade, pois, trabalhabem com poucos usuários, mas se dezenas de usuários precisam usar ao mesmotempo, isso não é possível.
 1Maneira de indexar informações através de tags
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 • Asthana et al. (1994) apresentam uma abordagem que sofre do alto custo dehardware, porque há necessidades de sensores, displays e dispositivos específicosligados em cada carrinho.
 • Von Reischach et al. (2009) apresentam um software e produtos com código debarras ou RFID (Identificação por radiofrequência) , onde os usuários podemanalisar os produtos e receber recomendações baseadas em outros comentários deusuários.
 • Bajo et al. (2009) descrevem um sistema multi-agente que fornece assistência ànavegação e sugestões em um shopping center usando RFID para obter a localizaçãodo usuário. Ambos estão focados em produtos em vez de lojas. Além disso, elessofrem da necessidade de suporte de hardware e instalação, como etiquetas RFID.
 • Yang et al. (2008) apresentam um sistema de recomendação que analisa as páginasda web acessadas pelo cliente para compor o perfil de usuário e, em seguida,recomenda websites semelhantes de lojas.
 • Bohnenberger et al. (2002) descrevem uma abordagem que utiliza dos sinaisinfravermelhos colocados em lugares estratégicos para fornecer informações parao sistema.
 • Fang et al. (2012) abordam o uso do RSS (intensidade do sinal recebido) paraindetificar a posição do usuário.
 • Xu (2007); Fano (1998) usam métodos alternativos (PDA2, GPS3), pois são geral-mente caros e requer configuração de hardware da localização do lugar.
 Embora os trabalhos relacionados mostram convergências com a nossa abordagem,não encontramos na literatura qualquer recomendação com uso de dispositivos móveisque particularmente os alvos sejam centros comerciais (shopping center) utilizando asatividades do usuário em um aplicativo para construir o modelo de usuário e fornecerconteúdo personalizados.
 2Personal digital assistants3Global positioning system
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 2.3 Sumário
 Neste capítulo, foi apresentado o referencial teórico, descrevendo a evolução da mo-delagem de usuário e as características dos diversos sistemas de recomendação. Alémdisso, destacaram-se as diferentes abordagens para identificar os interesses do usuário.Apresentamos também algumas abordagens dos sistemas de recomendação para auxíliosde compras com suas respectivas caracteristicas. No próximo capítulo falaremos sobre anossa proposta de trabalho.
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3Recomendações de Lojas para Clientes de
 Shopping Center
 Para o desenvolvimento de um software é preciso levar em consideração um conjuntode atividades relacionadas a sua produção, o qual chamamos de Processo de Software.Existem muitos processos de software diferentes, mas todos devem incluir quatro ativi-dades que são fundamentais para a engenharia de software: A especificação, design eimplementação, validação e evolução (Sommerville, 2010). Neste capítulo, faremos umabreve apresentação dos requisitos funcionais e não funcionais do aplicativo de recomen-dações de loja InMap e das tecnologias envolvidas. Também é demonstrado o aplicativoem funcionamento com seus respectivos detalhes.
 3.1 Requisitos
 Quando desejamos desenvolver um software, o primeiro passo é descrever os detalhesdo que ele deve fazer, considerando restrições, recursos e serviços de acordo com asnecessidades do cliente. O processo de analisar, pesquisar, verificar e documentar osrecursos e serviços é chamado de requisito de software (Sommerville, 2010). Estespodem ser divididos em requisitos funcionais e não funcionais. O primeiro se refere adocumentar como o sistema deve lidar e se comportar, o segundo trata das restrições desegurança e recursos computacionais, por exemplo.
 3.1.1 Requisitos Funcionais
 Os requisitos funcionais descrevem sem ambiguidade os serviços e recursos que osistema deve ter. Em outras palavras, é preciso que todos os serviços estejam bem
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 explicados e os requisitos sem contradições. Mas nem sempre é possível atingir essesdois objetivos (Sommerville, 2010). Tendo em vista essa definição, seguem abaixo osrequisitos funcionais da aplicação InMap:
 • Pesquisar lojas por categoria: Como o shopping center possui várias lojas eserviços, é imprescindível categoriza-las. Então, a interface gráfica do InMapdispõe do menu de filtragem de lojas por categoria.
 • Pesquisar lojas por palavras-chave: O usuário deve pesquisar lojas por palavras-chave em um campo de texto e deve ser retornado apenas lojas correspondentes àconsulta feita.
 • Detalhar informações das lojas: Exibe uma descrição da loja selecionada pelousuário.
 • Guiar usuário a loja desejada: Exibe um mapa com a posição atual do usuário eda loja selecionada, mostrando o caminho até o destino desejado.
 • Exibir recomendações de lojas: Exibe ao usuário recomendações de lojas geradaspelo modelo de recomendação Store-based.
 3.1.2 Requisitos Não Funcionais
 Os requisitos não funcionais descrevem o sistema em termos de desempenho, confiança,usabilidade e tecnologia. São características que não são visíveis aos usuários, mas sãoimportantes para o desenvolvedor e podem ser mais críticos que requisitos funcionais,pois se não forem satisfeitos podem tornar o sistema inútil. De acordo, com a natureza dosrequisitos não funcionais, iremos destacar os que foram utilizados na aplicação InMap:
 • Usabilidade: O usúario deverá ser capaz de encontrar a loja desejada de modomais intuitivo possível, já que a aplicação não requer treinamento de uso.
 • Padrão: É usado o uso da programação orientada objeto na plataforma Android.
 • Eficiência: O sistema deve atualizar as recomendações em 30 a 30 segundos.
 • Confiabilidade: As recomendações precisam ter entre 80% a 90% de acertos paracada usuário.
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 3.1.3 Arquitetura
 A arquitetura de software é importante, porque afeta o desempenho, robustez, distributivi-dade e manutenção de um sistema (Bosch, 2000). Como Bosch discute, componentesindividuais implementam os requisitos funcionais de sistema e os requisitos não funci-onais dependem da arquitetura do sistema e da maneira com a qual esses componentessão organizados e se comunicam. Com o objetivo de separar a aplicação em camadas,decidimos usar o padrão de arquitetura de software Model View Controller (MVC). Istopossibilitou uma manutenção de maneira isolada de ambas as camadas. O padrão MVC éorganizado em três camadas ligadas entre si:
 • Model: É responsável pelo manuseio dos dados. Ele é encarregado pela escrita,leitura e validações dos dados.
 • View: Define como os dados serão exibidos para o usuário e como este interage.
 • Controller: Administra as requisições do usuário provenientes da View e passapara o Model e vice-versa.
 Figura 3.1: Correspondência entre as camadas na arquitetura MVC (Sommerville, 2010).
 A Figura 3.1 mostra que a camada Controller é responsável pelo gerenciamentodo fluxo de atividades do usuário através da interface da aplicação (consulta de lojas,detalhamento da loja). Alem disso, é responsável por tratar solicitações de determinadoscomponentes, de acordo com fluxo da aplicação, e invocar outros componentes quedarão prosseguimento ao fluxo. A camada View representa todas as telas que InMapdisponibiliza para o cliente obter os resultados desejados. E a camada Model é onde seencontra toda a persitência de dados da aplicação. No InMap, nessa camada, temos asinformações das lojas e os resultados das recomendações.
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 3.1.4 Tecnologias
 Nesta seção, iremos descrever quais tecnologias usamos para o desenvolvimento daaplicação InMap.
 Plataforma Android
 A plataforma Android foi lançada em 2007 pela Open Handset Alliance, uma aliança deempresas de destaque que inclui Google, HTC, Motorola, Texas Instruments e outros.Embora, a maioria das aplicações que rodem na plataforma Android sejam escritasem Java, não existe nenhuma máquina virtual Java. Em vez disso, as suas classes sãocompiladas e executadas na máquina virtual Dalvik.
 O Android é uma plataforma open-source. No entanto, seu código fonte é liberadopara o público somente depois de finalizado. Isto, significa que uma vez lançado qualquerpessoa interessada pode pegar o código-fonte e alterá-lo como desejar. Para criar umaplicativo para a plataforma, um desenvolvedor precisa do Android SDK, que incluiferramentas e APIs. Para diminuir o tempo de desenvolvimento, os desenvolvedoresdo Android normalmente integram o SDK (Kit de desenvolvimento de software) emambientes de desenvolvimento integrado (IDE).
 Java e SQLite
 Java é uma linguagem de programação orientada a objeto e interpretada que foi criada nosanos 90 pela Sun Microsystems. A equipe chefiada por James Gosling foi responsávelpela sua primeira versão projetando a linguagem para ter portabilidade. Atualmente oJava é mantido pela Oracle e está na versão 8.
 SQLite é um sistema de gerenciamento de banco de dados relacional disponibilizadoatravés de uma biblioteca da linguagem C. Em contraste com muitos outros sistemas degerenciamento de banco de dados, SQLite não é um cliente-servidor de banco de dados.Em vez disso, ele é incorporado no programa final. É amplamente usado por váriosnavegadores, sistemas operacionais e sistemas embarcados (como telefones móveis),entre outros. E tem suporte a várias linguagens de programação. No aplicativo InMap,usamos o SQLite para armazenar as informações das lojas e a recomendações.
 Google APIs para Android
 Google APIs é um conjunto de interfaces de programação de aplicações desenvolvidopelo Google que permite a comunicação com serviços do Google e sua integração a
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3.2. INMAP - A APLICAÇÃO MOBILE
 outros serviços. Exemplos destes incluem, Gmail, Google Maps, etc. Aplicativos deterceiros podem usar essas APIs para aproveitar ou estender a funcionalidade dos serviçosexistentes. Em nosso aplicativo, usamos os dados de localização do usuário para ajudarnas recomendações através da API Location. Esta API foi bastante útil pelos seguintesfatores:
 • Indica a localização do aparelho.
 • Captura as alterações de localização do dispositivo.
 O Google Maps ApI também foi utilizado para gerar um mapa básico do shoppingcenter e obter marcadores personalizados de acordo com a loja.
 3.2 InMap - A Aplicação Mobile
 Como introduzido brevemente neste capítulo, o InMap é um aplicativo projetado para osistema operacional Android e oferece aos clientes um conjunto de características que osajudam em um shopping center específico. A informação utilizada na aplicação provémde fontes oficiais e foi confirmada por inspeção no local. Nesta seção iremos apresentaras principais funcionalidades e características da aplicação InMap.
 Figura 3.2: Tela inicial do aplicação InMap.
 A interface principal (Figura 3.2) fornece uma lista de lojas que é atualizada fre-quentemente de acordo com o resultado do algoritmo de recomendação. O usuário pode
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 Figura 3.3: O marcador azul indica a localização do cliente no mapa.
 navegar e selecionar qualquer loja apresentada na lista e é mostrado em um mapa. Alocalização atual do usuário é monitorada em tempo de execução a cada 3 segundos emostrada no mapa (Figura 3.3), isso o ajudará a definir a distância entre o ponto atual eseu destino. Existe um mecanismo de busca que recupera lojas a partir de um conjunto depalavras-chave, comparando com informações de nome e tags. Além disso, é fornecida aopção de listar lojas categorizadas por tipo de produtos e serviços. Exemplos de categoriasincluem: vestuário masculino e femininos, lojas de departamentos, joias e acessórios,calçados, esportes, livrarias, alimentos, eletrônicos, presentes, cosméticos, saúde, etc.Para cada loja, é fornecido o seu nome, uma breve descrição e posição no mapa.
 Figura 3.4: Categorias de Lojas.
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3.2. INMAP - A APLICAÇÃO MOBILE
 A Figura 3.4 apresenta a lista de categorias InMap independentemente de qualquerpreferência do usuário. Quando o usuário seleciona uma categoria, é apresentada umalista de todas as lojas nesta categoria. Para cada loja, é exibido seu nome, descrição eum botão para mostrar a loja no mapa. Mesmo com essas opções, o usuário pode nãosaber exatamente o que quer e terá dificuldades para encontrar alguma coisa interessanteentre as dezenas de categorias e centenas de lojas. Nosso sistema de recomendações tentasuperar este problema classificando as lojas com base em interesses do usuário.
 Figura 3.5: Detalhe da loja.
 A Figura 3.5 mostra a página de detalhes da loja, na qual são apresentados nome edescrição. Existe a possibilidade de se ter informações mais específicas sobre a loja, masno momento isso não foi tão relevante para nosso experimento.
 A seguir, são introduzidos os recursos do InMap na Seção 3.2.1 e como as recomen-dações são criadas através das atividades dos usuários.
 3.2.1 InMap em Uso
 Quando um usuário executa o aplicativo InMap, automaticamente é adquirida a sualocalização atual (Figura 3.3) e usuário tem diferentes maneiras de obter informações daslojas. A mais óbvia, é navegar sobre a lista de lojas e, em seguida selecioná-la (Figura 3.2).O usuário também pode navegar através de categorias (como apresentado na Figura 3.4).Depois de selecionar uma categoria, todas as lojas dessa categoria são mostradas com
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3.2. INMAP - A APLICAÇÃO MOBILE
 seus nomes e descrições. Visualizar as lojas de uma categoria específica será útil se ousuário souber o que ele deseja, mas não souber exatamente como encontrar. Além disso,é uma indicação de interesse para do conteúdo.
 Outra maneira de obter informações sobre lojas é realizando uma pesquisa. Omecanismo de busca usa a consulta fornecida pelo usuário e o compara com o nome daloja, tags1 e descrição para fornecer lojas associadas a consulta. Quando a pesquisa érealizada, uma lista de todas as lojas correspondentes é apresentada, usando a mesmainterface que a lista de lojas por categoria. O aplicativo pode usar as palavras-chave dapesquisa para saber um pouco mais sobre o usuário, uma vez que a pesquisa é realizadahá um retorno implícito do interesse do cliente. Todos esses fluxos de trabalho levam apágina de detalhe (Figura 3.5), onde todas as informações sobre a loja são mostradas.Portanto, se o usuário abrir a página do detalhe, isso significa um interesse por essa lojaou tipo de loja.
 Caso o usuário não use o aplicativo de maneira direta, levamos em consideração ohistórico de localização do usuário dentro do shopping. Por exemplo, se o cliente ficarparado mais de 60 segundos a uma distância relevante sobre uma determinada loja, essainformação pode ser usada de forma implícita para sugerir lojas quando o aplicativo forutilizado. Todas essas informações fornecidas são suficientes para elaborar um modelode usuário refinado capaz de determinar com eficácia as necessidades do usuário.
 Para esclarecer a compreensão da aplicação e construção do modelo de usuário,considere este exemplo: Um cliente chamado João foi ao shopping, porque precisa deum novo tênis de corrida. Quando ele entra no shopping, tem uma vaga memória deonde encontrar o item que precisa, mas então seu aparelho vibra e a aplicação InMapmostra uma mensagem de boas vindas. Com o smartphone já em suas mãos, Joãoabre o aplicativo. Ao navegar para as categorias e selecionar a opção "Sapatos". Eleencontra uma loja que pela descrição, parece ser o lugar que ele está procurando. Obtendomais detalhes, ele descobre que a loja está longe de sua posição atual. Em seguida, elerealiza uma pesquisa com a palavra-chave "tênis". Novas lojas são mostradas a partirde diferentes categorias e uma delas chama a sua atenção. É uma loja de departamentosque tem uma seção de esportes e está perto de João. Na loja de departamentos, um lugarque João não considerou inicialmente, tem o par perfeito de tênis. Além disso, usandoapenas essas interações, agora o sistema pode inferir que João está interessado em sapatos,especialmente os de corrida e esportes. O InMap agora pode recomendar outras lojas não
 1Todas as lojas têm tags associadas, assim o mecanismo de busca pode ser estendida para além donome, categoria e descrição.
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3.3. O MODELO DE USUÁRIO
 visitadas que, provavelmente, têm tênis ou estão relacionadas com esportes de algumaforma.
 3.3 O Modelo de Usuário
 A construção do modelo de usuário envolve a detecção e soma de todas as informaçõesbásicas do perfil. Nosso modelo de usuário segue a metodologia de Brusilovsky (2001b),incorporando as atividades do usuário. Para analisar as informações monitoradas e torná-las proveitosas para uso, podemos separar formalmente o modelo de usuário em conjuntosdistintos (Senot et al., 2010) com 〈SP,SD,CV,LC〉, onde:
 • SP representa o conjunto de termos ponderados que descrevem a pesquisa realizadapor um usuário. Desde de que uma pesquisa indique um interesse em um produtoou loja, isto é uma forte evidência de que o usuário pode ter interesses em certosconteúdos.
 • SD representa o conjunto de termos ponderados de página de detalhes. Os termossão as tags da loja visitada. Este conjunto é um forte indicador dos interesses dosclientes, uma vez que claramente expõe a vontade do cliente nesse tipo de loja.
 • CV representa o conjunto de identificador (ID) ponderado de categorias das lojasvisitadas. Este conjunto é um forte indicador dos interesses dos usuários, uma vezque claramente expõe a vontade do cliente nessa categoria de loja.
 • LC representa o conjunto de termos ponderados de lojas identificadas pela moni-toração da localização do usuário. Também é um forte indicador de interesse dousuário, uma vez que a frenquencia do usuário em determinados tipos de loja podedemostrar a vontade do cliente.
 A localização do usuário pode ser útil para recomendar lojas. O monitoramento dalocalização do usuário pode indicar quais lojas foram visitadas e fornecer recomendaçõessem o uso direto do InMap. No entanto, em uma situação real, não podemos garantiruma boa precisão (poucos metros) de cobertura com uso de dispositivos móveis apenas.Como usamos um ambiente simulado, introduzimos essa abordagem em nossa soluçãousando a API de localização da Google para dispositivos Android juntamente com afórmula inversa de Vincenty (Vincenty, 1975). E esperamos aprofundar nossos estudosnos trabalhos futuros para que esta abordagem possa ser usada em uma situação real. Para
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3.3. O MODELO DE USUÁRIO
 garantir recomendações atualizadas aos interesses do usuário, foi adicionado no modelode recomendação Store-based uma função de decaimento que diminui a relevância derecomendações mais antigas.
 3.3.1 Ponderação de Termos no Modelo de Usuário
 A Seção 3.3, descreve que o modelo de usuário é compreendido de conjuntos de termosponderados. Estes servem, como uma unidade de aprendizagem das preferências dousuário. Dentro de cada conjunto, alguns termos podem ser mais representativos do queoutros. Por exemplo, suponha que o usuário visitou as categorias: “Roupas"e “Cosméti-cos", o primeiro ele visitou três vezes e o segundo apenas uma vez. Isso significa que ousuário se interessou mais por “Roupas"do que por “Cosméticos". Então, a frequênciasdos termos visitados é CV = {roupa, roupa, cosmeticos, roupas} e representada por(“roupa”,0.75),(“cosmeticos”,0.25). A frequência dos termos é definida como:
 termFreq(t,s) =nt
 |Ts|,
 � �3.1
 onde nt é o número de ocorrências do termo t ∈ Ts, Ts representa o termo no conjuntos ∈ S e |Ts| representa a quantidade de termos em um dado conjunto s ∈ S. O conjunto Ts
 é normalizado de tal modo que ∑|Ts|i=1 termFreq(i) = 1.
 Para melhor compreensão, considere este exemplo de modelo de usuário:
 • SP = {(“tenis de corrida”,0.75),(“salada”,0.25)} mostra que o usuário pesqui-sou "tênis de corrida"3 em 4 vezes e "salada"1 em 4 vezes.
 • SD= {(“tenis de corrida”,0.2),(“salada”,0.1),(“ f utebol”,0.2),(“comida natural”,0.1),(“basquete”,0.1),(“bicicleta”,0.1),(“suco”,0.1),(“acai”,0.1)} representa um usuá-rio que visitou as páginas de detalhes das lojas com um total de 10 tags, onde "tênisde corrida"e "futebol"estavam presentes em 2 deles.
 • CV = {(“esporte”,0.5),(“sapatos”,0.25),(“comida”,0.25)} significa que um usuá-rio abriu 3 categorias, "sapatos"e "comida"apenas uma vez e "esporte"duas vezes.
 • LC = {(“esporte”,0.75),(“alimentacao”,0.25)} significa que o usuário visitoulojas das categorias "esporte"3 vezes e "alimentação"uma vez.
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 3.3.2 O Conjunto de Pesos no Modelo
 Semelhante aos termos, cada conjunto tem sua própria importância para o modelo dousuário. Por exemplo, o conjunto SP, correspondente à busca realizada, expõe melhor anecessidade do usuário em vez da página de detalhe da loja, o SD basicamente, mostra ointeresse do usuário em uma determinada loja, não necessariamente, um interesse real.Em uma página de detalhes da loja, um usuário pode exibir a página apenas para sabermais sobre que tipo de produto a loja vende, por exemplo.
 Ao contrário dos termos, a importância de um conjunto não é calculada por umaequação matemática; em vez disso, ela é empiricamente pré-definida com base no conheci-mento comum do administrador do sistema. Os pesos devem ser facilmente configuráveispara permitir a adição de novos conjuntos em nosso modelo de recomendação. Emnossos experimentos (veja Seção 4), sugerimos os pesos mais adequados que respeitem aseguinte ordem de importância:
 WSP >WCV >WSD >WLC� �3.2
 3.4 O Modelo de Loja
 Da mesma forma como o modelo do usuário, o modelo de loja SMs compreende termosque descrevem a loja s ∈ S. Em nosso contexto, as informações relevantes que sãoconsideradas em SMs incluem a sua categoria e tags. A categoria diz respeito ao queé a loja, e resume os principais produtos ou serviços disponíveis na loja. As tags
 fornecem informações específicas sobre uma determinada loja e são pré-definidas peloadministrador do sistema sem a interação do usuário. Formalmente, o modelo de loja éum par 〈C,T 〉, onde:
 • C representa a categoria da loja. As categorias são pré-definidas e permanecemestáticas até que alguma atualização no sistema às modifique. Tecnicamente, acategoria é um ID que representa o tipo de loja.
 • T representa o conjunto de termos relacionados aos produtos e serviços da loja.As tags são pré-definidas e estáticas. Ao contrário da categoria, elas são invisíveispara os usuários, mas é util para o nosso sistema de recomendação e mecanismode busca. O conjunto de tags não são um conjunto de termos ponderados, ou seja,todas elas têm a mesma importância para o nosso modelo de loja.
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 Outras informações sobre a loja em si, como nome, descrição e localização podemser úteis. A descrição pode ser usada para extrair informações sobre a loja, mas que não étão útil porque as tags já resumem a descrição e é muito mais fácil de analisar. Comofoi dito na Seção 3.3. Para uma melhor compreensão, considere o seguinte exemplo demodelo de loja:
 • C = 17 mostra que a loja é da categoria "Alimento".
 • T = {“salada”,“comida natural”,“suco”,“acai”} representam as tags da loja,resumindo os seus principais produtos.
 Em nosso banco de dados, todas as lojas estão georeferenciadas, e isso será importantepara o nosso modelo de recomendação. Isso será detalhado mais a frente na Seção 3.5.3.
 3.5 O Modelo de Recomendação Stored-Based
 Para recomendar aos usuários lojas desconhecidas respeitando suas necessidades, compa-ramos a semelhança de um modelo de usuário contra cada modelo de loja não visitada.Uma loja é considerada visitada se o usuário abrir a página do respectivo detalhamento daloja, ou passou um determinado intervalo de tempo nela. Esta distinção é usada porque osnossos sistemas de recomendação não devem recomendar lojas que o usuário já conhece.O resultado dessa comparação é um ranking de lojas candidatas semelhantes ao modelodo usuário.
 3.5.1 Modelo de Recomendação
 O modelo recomendação é descrito como se segue: para cada usuário u ∈U , queremosrecomendar lojas desconhecidas smax,u ∈ S, que maximizam a função de personalizaçãostoreRec descrito como:
 ∀u ∈U,smax,u = argmaxs∈S
 storeRec(u,s)� �3.3
 onde U é o conjunto de dados de todo o modelo de usuário e S é o conjunto dedados das lojas desconhecidas de u. A função storeRec é a nossa função de similaridadepersonalizada entre o modelo de usuário e modelo de loja, descrito como:
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3.5. O MODELO DE RECOMENDAÇÃO STORED-BASED
 storeRec(u,s) = sim(SDu,Ts) ·WSD + sim(SPu,Ts) ·WSP+
 termFreq(Cs,CVu) ·WCV + termFreq(Ts,LCu) ·WLC� �3.4
 onde WSD,WSP,WCV e WLC são os pesos normalizados (importância) de cada conjuntono nosso modelo de recomendação (veja Seção 3.3.2), sim é uma função de similaridadeutilizada para calcular a similaridade entre o conjunto modelo de usuário SDu ou SPu deum usuário u ∈U e as tags da loja Ts de uma loja s ∈ S. O termFreq(Cs,CVu) é a funçãoque calcula a similaridade entre as categorias visitadas pelo usuário CVu e categoria daloja Cs (veja Seção 3.3.1) e termFreq(Ts,LCu) calcula a similaridade entre os termosdas lojas identificadas pelo monitoramento da localização do cliente e tags das lojas.Estes modelos conjuntos de usuário SDu e SPu e os modelos de conjunto de loja Ts sãorepresentadas como
 −−→SDu,
 −→SPu e
 −→Ts respectivamente. Tecnicamente, a similaridade do
 cosseno (Baeza-Yates and Ribeiro-Neto, 1999) entre os vetores é calculada como:
 sim(−→SPu,−→Ts ) =
 −→SPu ·−→Ts
 |−→SPu||−→Ts |
 � �3.5
 Vale a pena mencionar que os vetores acima mencionados compreendem númerosreais (pesos) em que cada valor (normalizados [0,1]) mede a importância do termocorrespondente ao usuário ou loja.
 A Equação� �3.4 sempre gera um número real no intervalo de [0,1], onde 0 representa
 nenhuma semelhança entre o usuário e a loja (não deve recomendar) e 1 representasemelhança absoluta (deve recomendar).
 3.5.2 Condição de Decaimento do Modelo de Recomendação
 À medida que o tempo passa, as preferências, objetivos dos usuários podem mudar elidar com essas mudanças é uma questão típica em sistemas de recomendação (Picaultet al., 2011). Por exemplo, uma pessoa que busca durante um período comprar umautomóvel de uma determinada marca e modelo, e em um dado momento decide pelacompra de uma motocicleta. Recomendar automóveis pode não ser interessante parasatisfazer as necessidades do usuário. O fato dele ter buscado comprar um carro duranteum período não significa que continuará querendo no futuro. Como as preferências dousuário podem mudar rapidamente ao longo do tempo o desempenho da maioria dossistemas de recomendação depende de atualizações de informações. Este problema foi
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3.5. O MODELO DE RECOMENDAÇÃO STORED-BASED
 solucionado adicionando uma função de decaimento do tempo. Para isso definimosuma tupla 〈ST,SC,DT 〉, onde ST é uma loja que foi recomendada com um determinadoscore SC em uma determinada data DT pela Equação
 � �3.4 . Com isso, ao listar aslojas recomendadas é levada em consideração a data atual com o dia que foi gerada arecomendação do item. Quanto mais antiga a sugestão, menos relevante ela é. Abaixosegue a função de decaimento:
 decayRec(s) = SCs.α(θ−ts)
 � �3.6
 Sejam as top-N recomendações geradas, para cada loja precisamos diminuir a suarelevância de acordo com a diferença da data atual θ e a data ts que a loja s foi re-comendada ( ambas Unix TimesTamp). Para isso efetuamos a multiplicação do scoreda loja SCs com a função de decaimento α(θ−ts), na qual α ∈ [0,1[ é o coeficiente dedecaimento. Quanto maior a quantidade de dias, menor ficará o score da loja na listatop-N, e consequentemente perderá sua relevância. O α define o quanto mais rápido seráo decaimento, se mais próximo de 1 mais lento será.
 3.5.3 Monitoramento da Localização do Usuário
 Nem sempre o cliente estará com o aplicativo InMap aberto para consultar as lojas, porisso capturamos via plano de fundo a localização do usuário em cada três segundos. Umavez que o usuário fica mais de 60 segundos em um local, verificamos quais as lojaspróximas em uma dada distância em relação as coordenadas que temos definidas emnossa base de dados e posteriormente calculamos sua frequência pela Equação termFreq.Existem duas abordagens comumente usadas para cálculo de distância entre coordenadas,abaixo destacamos duas:
 • Fórmula de Havesine: Gera a distância entre dois pontos sobre uma esfera, deacordo com a latitude e longitude dos pontos. Não é tão precisa para curtasdistâncias.
 • Fórmula inversa de Vincenty: É mais precisa que a fórmula de Havesine. Porcalcular a distância geodésica entre um par de pontos com latitude e longitude,usando um modelo elipsoidal da Terra. No entanto é mais custosa em relação arecursos computacionais.
 Optamos por utilizar a fórmula inversa de Vincenty, porque necessitamos de umamaior precisão para recomendar lojas e está implementada na API de localização do
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3.6. ATUALIZAÇÃO DE RECOMENDAÇÕES NO INMAP
 Android. Para saber mais detalhes sobre a fórmula sugerimos (Vincenty, 1975), naqual é demostrada a abordagem. O uso da fórmula inversa de Vincenty foi adaptadada seguinte forma: para cada usuário u ∈ U , queremos recomendar lojas próximassmin,u ∈ S, minimizando os resultados que possuem uma distância d entre ambos. Ondeul é localização do usuário, sl localização da loja e d é a distância em metros máximaentre o a loja e usuário que serão consideradas.
 ∀u ∈U,smin,u = argmins∈S
 vincenty(ul,sl,d)� �3.7
 3.6 Atualização de Recomendações no InMap
 De modo a proporcionar uma aplicação responsiva, para responder a informação requeridacom o mínimo possível de atraso, as recomendações são previamente calculadas em planode fundo. Usando todas as atividades apresentadas até agora, respeitando fator dedecaimento, as recomendações não são calculadas enquanto o aplicativo não for iniciadopelo menos uma vez, isso é importante para preservar o consumo da bateria e o uso damemória do smartphone.
 3.7 Sumário
 Neste capítulo, foi apresentado o InMap, uma aplicação móvel que auxilia os usuários emum shopping center. Todos os recursos foram apresentados em detalhes e também comoos usuários podem encontrar informações sobre lojas e criar feedback implícito. Alémdisso, foi apresentado o modelo de usuário em detalhes, a sua composição e esquema deponderação de pessoas. Em seguida, o modelo de loja e o modelo recomendação forammostrados com seus detalhes, incluindo as suas equações matemáticas e peculiaridades.Próximo capítulo apresenta as avaliações desta abordagem.
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4Experimento e Avaliação
 Este capítulo apresenta a avaliação do modelo de recomendação Store-based. A avaliaçãotem como objetivo verificar o desempenho das recomendações, ou seja, se os usuáriosestão sendo recomendandos com lojas relevantes de acordo com as suas preferências.
 Este capítulo está organizado da seguinte forma: Seção 4.1 define qual metodologiausada para avaliar este trabalho. Seção 4.2 explica qual o conjunto de dados utilizado emnosso experimento. Seção 4.3 detalha as variações do nosso modelo de recomendaçãoStore-based. A Seção 4.4 apresenta as métricas utilizadas na avaliação do experimento.Em Seção 4.6 mostra a análise e interpretação dos resultados. E Seção 4.9 apresenta asconclusões.
 4.1 Metodologia
 Com a finalidade de fazer uma avaliação quantitativa, usamos um conjunto de dados delojas e modelos de usuário. Em seguida, usamos modelos de recomendações encontradosna literatura e definimos algumas variações do nosso modelo Store-based para utilizarcom as métricas (Seção 4.4) definidas para avaliação, que irão calcular o desempenho decada modelo. E agregamos o resultado de uma forma fácil de comparar os resultados.
 4.2 Conjunto de Dados
 Para gerar os modelos de usuário, simulamos o uso real da aplicação com a finalidadede usar no processo de avaliação. A simulação foi realizada assumindo diferentes perfisde usuários, por exemplo, algumas pessoas gostam de produtos eletrônicos e outras decomidas naturais. Para cada modelo de usuário gerado, usamos da nossa experiência ebom senso sobre quais lojas devem e não devem ser recomendadas.
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4.2. CONJUNTO DE DADOS
 As lojas usadas na recomendação ficaram restritas apenas ao primeiro piso do shop-
 ping center, pois usamos a relação entre localização da loja e cliente para a geração defuturas recomendações. Como não estamos usando soluções de hardware para sistemasde localização indoor, o fato de usar informações de outros andares do shopping center
 acarretou em uma baixa precisão na recomendação das lojas. Para isso, simulamos a rotado cliente no shopping center, utilizando uma linguagem de marcação chamada KML1
 desenvolvida pela google, que é derivada do XML2. Por meio Do KML foi possívelsimular o percurso , de aproximadamente 300 metros, do cliente dentro em um shopping
 center, no intuito de deixar os resultados mais próximos da realidade.O nosso conjunto de dados é composto por 182 lojas candidatas com uma média de 7
 tags, 22 categorias, 15 usuários com uma média de 7 visualizações na página de detalhesda lojas, 6 pesquisas realizadas, 5 categorias selecionadas e 3 lojas visitadas. A seguir,segue alguns exemplos de datasets utilizados em nosso experimento.
 Tabela 4.1: Dataset dos modelos das lojas e suas tags previamentes definidas.
 Nome Categoria (C) Tags (T)
 Só Saúde 13saude, saúde, corpo, saudavel, postura,
 massageador, médico ...
 Casas Bahia 12eletrônicos, eletrodomésticos, móveis,geladeira, fogão, lcd, tv, microondas ...
 Polishop 5departamento, eletrônicos, móveis,aparelhos, tvs, lcds, som, dvds ...
 Mega Pixel 10servicos, foto, maquina, fotografica,
 fotos, máquinas, revelação ...
 A Tabela 4.1 apresenta um exemplo da organização do dataset dos modelos das lojas.A primeira coluna se refere ao nome da loja, a segunda é o identificador da categoriada loja. E por último, as tags definem as características de cada loja que posteriormenteserão usadas no modelo de recomendação Store-based.
 Tabela 4.2: Exemplo de um modelo de usuário com seus respectivos termos.
 Usuário SP CV DV LC
 135sushi,yakissoba,
 temaki17, 23, 9,
 10, 13
 saude, saúde,corpo, saudavel,
 postura, massagem
 livros, dvds,coleções, teatro
 1Keyhole Markup Language.2Extensible Markup Language é uma recomendação da W3C3 para linguagens de marcação que define
 algumas regras para a codificação de documentos.
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4.3. VARIAÇÕES DO MODELO DE RECOMENDAÇÃO
 A Tabela 4.2 mostra um modelo de usuário em que primeira coluna temos o identifi-cador do usuário, seguida dos resultados dos termos pesquisados (SP), identificadores dascategorias visitadas (CV), tags de lojas detalhadas (DV) e, por fim, tags das lojas obtidaspelo monitoramento da localização do cliente.
 Tabela 4.3: Dataset das recomendações que serão sugeridas ao ao cliente pelo InMap.
 Loja Score Data de RegistroRiachuelo 0.036 1475453400Centauro 0.020 1475280600Saraiva 0.017 1475280000
 Cacau Show 0.016 1475367000Polishop 0.014 1475799000
 A Tabela 4.3 apresenta o resultado do modelo de recomendação Store-based. Aprimeira coluna descreve qual loja está sendo recomendada. Cada loja recomendadapossui um score que foi obtido através da similaridade do modelo de usuário com omodelo da respectiva loja. A Data do Registro se encontra no formato Unix Timestamp,ela é utilizada na função de decaimento descrito na Subseção 3.5.2.
 4.3 Variações do Modelo de Recomendação
 Para analisar a qualidade do nosso modelo de recomendação representado na Equação� �3.4 criamos 5 variações e aplicamos algumas métricas (Seção 4.4). A seguir seguem asvariações:
 • Store-based 1: Desconsideramos a frequência de termos gerados pela atividade dalocalização do usuário no shopping center:
 storeRec1(u,s) = sim(SDu,Ts) ·WSD + sim(SPu,Ts) ·WSP+
 termFreq(Cs,CVu) ·WCV� �4.1
 • Store-based 2: Removemos os pesos WSD,WSP,WCV e WLC :
 storeRec2(u,s) = sim(SDu,Ts)+ sim(SPu,Ts)+
 termFreq(Cs,CVu)+ termFreq(Ts,LCu)� �4.2
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 • Store-based 3: Desconsideramos a similaridade entre os termos gerados pelasatividades de pesquisa:
 storeRec3(u,s) = sim(SDu,Ts) ·WSD+
 termFreq(Cs,CVu) ·WCV + termFreq(Ts,LCu) ·WLC� �4.3
 • Store-based 4: Levamos em consideração apenas as frequências dos termos dascategorias visitadas da localização do usuário:
 storeRec4(u,s) = termFreq(Cs,CVu) ·WCV + termFreq(Ts,LCu) ·WLC� �4.4
 • Store-based 5: Consideramos apenas as similaridade dos termos gerados pelasatividades de pesquisa e páginas de detalhe da loja.
 storeRec5(u,s) = sim(SDu,Ts) ·WSD + sim(SPu,Ts) ·WSP� �4.5
 4.4 Métricas
 Como queremos avaliar as top-N (N = 10) recomendações para cada usuário u ∈U , asmétricas de avaliação escolhidas foram precisão, recall e f-measure. Escolhemos essasmétricas porque elas são usadas pela maioria dos autores dos trabalhos relacionadose representa a satisfação do usuário. A primeira expressa a fração de recomendaçõesrecuperadas que são relevantes para o usuário, enquanto que a segunda expressa a fraçãodas recomendações relevantes que são recuperadas. Calcula-se a precisão e recall,respectivamente, como:
 prec(u) =|Ru∩R′u||Ru|
 � �4.6
 erec(u) =
 |Ru∩R′u||R′u|
 � �4.7
 onde |Ru| representa a quantidade de recomendações recuperadas para um usuáriou enquanto |R′u| representa a quantidade de recomendações relevantes4 recuperadas dousuário u. As recomendações relevantes para um usuário u são definidas a partir das lojas
 4A satisfação dos usuários é proporcional a relevância dos resultados
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 candidatas (apresentadas na Seção 4.2). Além disso, foi calculado o f-measure, a médiaponderada harmônica de precisão e recall como:
 f m(u) =2 · prec(u) · rec(u)prec(u)+ rec(u)
 � �4.8
 A fim de avaliar o desempenho das nossas recomendações, calculamos a precisão,recall e f-measure para os top-N itens a serem recomendados. Em relação ao modelode usuário, os pesos atribuídos que compõem aos conjuntos são: {(SP : 0.6),(CV :0.25),(SD : 0.15),(LC : 0.10)}. Estes valores foram definidos empiricamente respeitandoa importância definida de cada conjunto como SP >CV > SD > LC. Vale a pena destacarque estas configurações podem ser definidas de acordo com o domínio que é aplicada.
 4.5 Modelos Comparados
 Entendemos que a avaliação do desempenho das recomendações precisam ser comparadascom modelos já existentes na literatura. Neste sentido, comparamos nosso modelo Store-
 based com os modelos Tag-based, Simple-based e Random.
 • O modelo Tag-based utiliza a similaridade do cosseno entre as tags da loja candidatae as tags das lojas previamente visualizadas pelo usuário, definida como:
 tagBased(u,s) = sim(SDu,Ts)� �4.9
 • O modelo Simple-based calcula a taxa das tags da loja candidata no conjunto delojas previamente visualizado pelo usuário. Esta é uma versão simplificada domodelo Tag-based, definida como:
 simple(u,s) =|SDu∩Ts||SDu|
 � �4.10
 • O modelo Random recomenda lojas arbitrárias, independente de qualquer funda-mentação. As top-N recomendações são baseadas apenas em sugestões de lojasaleátorias.
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4.6. RESULTADOS
 4.6 Resultados
 Nesta Seção serão discutidos os resultados das avaliações do modelo de recomendaçãoStore-based. Considerando as métricas definidas, as variações do Store-based e outrosmodelos de recomendação.
 4.6.1 Análise do Store-based e Suas Variações
 Figura 4.1: Precisão, recall e f-measure das top-10 recomendações do Store-based e suasvariações.
 A Figura 4.1 mostra o resultado da comparação das top-10 recomendações do modeloStore-based e suas variações. Com 71% de precisão, e 69% recall o modelo Store-base
 (Equação 4.3) obteve uma pequena diferença em relação ao Store-based 1 (Equação4.1), em que apresentou 65% de precisão e 63% recall, por conta da ausência do con-junto dos termos obtidos pela localização do usuário. A Figura 4.1 destaca-se tambémpelo impacto na remoção dos pesos WSD,WSP,WCV e WLC e a desconsideração das fun-ções de similaridade em Store-based 2 (Equação 4.2) e Store-based 4 (Equação 4.4)respectivamente.
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 4.6.2 Comparação do Store-based com outros Modelos de Recomen-dação
 A Figura 4.2 mostra a precisão, recall e f-measure das top-10 recomendações do Stored-
 based com relação aos modelos de recomendações comuns da literatura. Em comparaçãocom a nossa abordagem, o modelo Tag-based desconsidera a pesquisa realizada e cate-gorias visitadas pelo usuário, que fornecem informações valiosas sobre as necessidadesdo usuário. Isso gerou uma diferença nos resultados do do modelo Store-based com71% de precisão e 68% recall, contra os respectivos 33% e 27% de precisão e recall
 do Tag-based. O modelo Random alcançou os piores resultados entre todos os modeloscomparados, obteve cerca de 1% de precisão, recall e f-measure. No entanto, nos serviupara mostrar quão melhor são os outros modelos. De acordo com os resultados, nossomodelo de recomendação se destacou pela diferença das métricas em relação ao seuconcorrente.
 Figura 4.2: Precisão, recall e f-measure das top-10 recomendações do Store-based,Tag-based, Simple e Random.
 4.6.3 Impacto do Fator de Decaimento
 O fator de decaimento das recomendações também foi avaliado em nosso experimento.O objetivo principal desse experimento é: identificar qual o valor da constante α é o
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4.7. DISCUSSÃO
 Figura 4.3: Impacto do fator de decaimento na cruva precisão das recomendações.
 mais adequado para manter a relevância da loja recomendada em um dado intervalo detempo. É interessante que a relevância da loja não decaia de maneira rápida e nem lentademais. Alterando os valores da constante α da Equação 3.6 e definindo um intervalode 6 dias da data de recomendação da loja, a Figura 4.3, mostra a curva de precisão dasrecomendações de acordo com o coeficiente de decaimento α . Com esse resultado, ovalor mais adequado encontrado foi α = 0.7, onde usou-se como valor padrão em todo oexperimento.
 Na Figura 4.3 temos o impacto dos diferentes valores da distância ( em metros) dalocalização do cliente em relação a loja. Como explicado na Seção 3.5.3, é utilizado ocálculo da distância entre dois pontos com suas respectivas coordenadas. O que já era dese esperar, a curva de precisão mostra que qualidade da recomendação diminui bastantepara distâncias mais longas, como padrão definimos por uma distância razoavél de 2metros, a qual obteve uma precisão de 90%.
 4.7 Discussão
 Neste trabalho foi mostrado um sistema de recomendação (Seção 3.5), com objetivo derecomendar lojas para os clientes de um shopping center específico. Através InMap– aplicativo desenvolvido para o sistema operacional Android – o monitoramento da
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4.7. DISCUSSÃO
 Figura 4.4: Impacto da distância do usuário em relação a loja na curva precisão dasrecomendações.
 localização do usuário e suas interações na interface no InMap foram importantes paragerar novas recomendações de lojas.
 Os experimentos utilizaram os dados previamente existentes das lojas de um shopping
 center e de modelos de usuário gerados pela simulação do uso real da aplicação. Alémdisso, escolheu-se 3 modelos de recomendações diferentes para comparar com o Store-based, usando as métricas precisão, recall e f-measure para efetuar as avaliações.
 Os resultados da Figura 4.2, mostram um potencial em nosso modelo de recomenda-ção, com significativa melhoria em relação aos modelos comparados. Além disso, nota-seque, mesmo as lojas recomendadas pelo nosso modelo que não devem ser recomendadas,não estão no top-N das recomendações, mas podem estar nas posições de N + 1 ou N + 2.No entanto, as métricas escolhidas não levaram isso em consideração.
 O desempenho não foi abordado neste estudo porque não é uma questão crítica emnossa aplicação, devido à capacidade de executar os algoritmos de modelo de usuárioe construir recomendações, enquanto o aplicativo é executado em background. Alémdisso, a escalabilidade não é um problema, pela razão de que todos os algoritmos sãoexecutados no smartphone do usuário.
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4.8. PONTOS DE MELHORIA
 4.8 Pontos de Melhoria
 Uma das primeiras dificuldades que tivemos no projeto foi catalogar as lojas do shopping
 center com suas respectivas localizações e definições de tags. As lojas com o passar dotempo, podem dar lugar a outras e com isso a nossa base de dados pode ficar desatualizada.Um das soluções para isso é o uso da Google Place API, pois ela mantem informaçõesatualizadas sobre o local. O modelo de recomendação Store-based utiliza dados dalocalização do usuário para sugerir lojas ao cliente. No entanto, não desenvolvemos umsistema de localização indoor5, mas optamos em simular a trajetória do usuário (veja aSubseção 3.5.3) para testar o nosso modelo de recomendação. O uso do aplicativo emambiente real e o aprofundamento na elaboração de um sistema de localização indoor
 ficarão para trabalhos futuros. A utilização das redes sociais é um ponto a ser adicionadono modelo Store-based: uma vez que o cliente esteja conectado ao Facebook, por exemplo,as informações públicas de seu perfíl podem ser usadas para criar o modelo de usuárioe recomendar lojas. Apesar desse trabalho limitar o domínio apenas para um shopping
 específico, há a possibilidade de alimentar a base de dados com informações de outrosshoppings, basta apenas adequar a interface do InMap para essa nova abordagem.
 4.9 Sumário
 Este capítulo apresentou a definição, análise e interpretação de um experimento paraavaliar o sistema de recomendação Store-based. O experimento utilizou os dados previa-mente existentes sobre as lojas de um shopping center e modelos de usuário gerados pelasimulação do uso real da aplicação. Além disso, escolhemos 3 modelos recomendaçõesdiferentes para comparar com o nosso modelo, usando o recall, precision e f-measure
 métricas para avaliar adequadamente. O Próximo capítulo apresentará as consideraçõesfinais e trabalhos futuros desta dissertação.
 5Localização dentro de edificações onde o tradicional Sistema de navegação por satélite não possui umaboa performance.
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5Conclusão
 Neste trabalho foi apresentado um sistema de recomendação para apoio de compras emum shopping center. Primeiramente descrevemos a motivação para a criação do modelode recomendação para o ambiente, relatamos alguns problemas que alguns clientes lidamem suas atividades diárias para encontrar lojas nesses ambientes. No decorrer propusemosuma solução para ajudar os usuários a encontrar lojas de seu interesse, usando um sistemade recomendação através de um aplicativo móvel.
 No Capítulo 2 foi apresentado a evolução na modelagem de usuário e os tiposde sistemas de recomendação. Destacando suas características, técnicas e diferentesabordagens na literatura e as relações com a proposta do nosso modelo de recomendação.Por fim, destacamos alguns sistemas de recomendação para auxílio de compras com suasrespectivas particularidades.
 No Capítulo 3 descrevemos a proposta de solução para a recomendação de lojas paraclientes em um shopping center. Os requisitos funcionais e não funcionais foram expostospara uma melhor compreensão do software desenvolvido. Assim como, a apresentaçãoda arquitetura e tecnologias envolvidas. Vimos a demostração do aplicativo InMap pelovisão do cliente e pelo ponto de vista de como as recomendações são geradas em nossaabordagem.
 Por fim, o nosso sistema de recomendação foi apresentado em detalhes e submetido auma avaliação experimental. O protocolo de avaliação e os resultados foram apresentados,mostrando o sucesso da nossa proposta, isto é, recomendando lojas de acordo com osinteresses dos clientes de maneira eficiente. Neste sentido, o uso de dispositivo móvelpara auxiliar nas atividades de compras, permite uma melhor experiência e satisfaçãodo cliente em ambientes como shopping center. A seguir, a contribuição principal dotrabalho são resumidas e os trabalhos futuros são descritos.
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5.1. CONTRIBUIÇÃO DO TRABALHO
 5.1 Contribuição do Trabalho
 As principais contribuições da nosso trabalho são descritas a seguir:
 • Revisão de sistemas de recomendação no domínio de centros comerciais: Atra-vés deste trabalho, foi realizada uma extensa revisão de sistemas personalizados,modelagem de usuários, sistemas de recomendação em geral nos domínios decentros comerciais, apresentando os trabalhos relacionados. O nosso estudo mostrauma variedade de técnicas e métodos que poderiam ser utilizados em diferentescenários para apoio de compras.
 • O modelo de recomendação Store-based: Apresentamos como o nosso modelode recomendação funciona, criamos modelos de usuário com base em atividadesdo aplicativo InMap. Fizemos uma introdução de como o monitoramento delocalização do usuário pode ajudar em recomendações de lojas. Explicamos oprocesso da modelagem do sistema de recomendação e como classificamos asinformações úteis para as recomendações, de modo que as lojas podessem serrecomendadas com base nos interesses dos clientes.
 • Localização do Usuário para o Modelo de Recomendação: Foi iniciado umestudo sobre rastreamento da localização do usuário, através de uma abordagemteórica da fórmula inversa de Vincenty (Vincenty, 1975), juntamente com a API delocalização da Google.
 • Avaliação do Experimento: Após o desenvolvimento do sistema de recomen-dação, o experimento foi realizado para avaliar o modelo de recomendação. Nodecorrer, explicamos como foi realizado o experimento na ausência de dados reaisdos usuários, mas com modelos reais das lojas. E como neste estudo, o nossomodelo recomendação mostrou significativas melhorias em relações aos modeloscomparados.
 5.2 Trabalhos Futuros
 Embora alcançado nosso objetivo, existem oportunidades para melhorar nosso modelo emais pesquisas a serem feitas:
 • Localização do usuário no modelo de recomendação: Embora estarmos usandoa localização do usuário para auxiliar nas recomendações das lojas, a abordagem
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5.3. VISIBILIDADE PARA A COMUNIDADE
 de um sistema de localização indoor não foi implementada. Esperamos que nostrabalhos futuros, técnicas de triangulação em redes Wi-Fi sejam utilizadas paramelhorar a precisão da localização do usuário.
 • Filtragem Colaborativa e Técnicas Baseadas em Comunidades: Para sabermais sobre as lojas, poderiam ser utilizadas técnicas de filtragem colaborativa. Porexemplo, os usuários podem atribuir suas próprias tags em lojas e classificações.Além disso, para saber mais sobre os usuários, técnicas baseadas na comunidadepodem ser utilizados, tais como análise do perfil das redes sociais do usuário.
 • Avaliação Qualitativa: Nossos experimentos indicam um bom sistema de reco-mendação, no entanto, precisamos de uma validação com usuários reais, fazendouma pesquisa, perguntando se as lojas recomendadas realmente coincidem comseus interesses ou não. Essa avaliação pode nos dar um outro ponto de vista dodesempenho das recomendações.
 • Análise de Regressão: A ponderação dos termos no modelo de usuário (ver Se-ção 4.4) necessita de uma análise de regressão para estimar os melhores valorespara os pesos, um vez que as configurações dos pesos foram definidos empirica-mente respeitando a importância definida de cada conjunto de termos em nossaabordagem.
 • Uso da Google Places API 1: Em nosso sistema de recomendação há um conjuntolimitado de lojas e a solução se restringe apenas em locais especificos, isso nofuturo pode ser um problema, pois as lojas mudam de local, ou até mesmo encerrarsuas atividades , tornando as informações desatualizadas. Para evitar isso, o usoda Google Places API pode ser útil, já que os dados das lojas são mantidos pelaGoogle, e cada loja também é identificada com conjuntos de tags, análoga a nossaabordagem.
 5.3 Visibilidade para a Comunidade
 Vale mencionar que este trabalho foi aceito e publicado no XXII Simpósio Brasileirode Sistemas Multimídia e Web (Vol. 2): Workshops e Sessão de Pôsteres (ver Carvalho(2016)). Esperamos utilizar as críticas e sugestões para o amadurecimento de nossosestudos na área de sistemas de recomendação.
 1https://developers.google.com/places/web-service/?hl=pt-br
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5.4. SUMÁRIO
 5.4 Sumário
 Este capítulo apresentou uma breve revisão do que foi discutido neste trabalho sobresistemas de recomendação. Expondo as principais contribuições da nossa proposta desistema de recomendação e dos objetivos alcançados. Deixamos descritos também asoportunidades de melhoras de nosso modelo para os trabalhos futuros.
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